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二、调控数据增强

三、可信调控

一、自动预测技术

汇报大纲



创新性

 三个核心技术创新点

◼ 自动预测技术

◼ 面向调控的数据增强

◼ 稀疏场景下的可信调控

 多个技术要点

◼ 模型可解释性落地化，可被一线工作人员理解

◼ 双层stacking，集成模型推荐与可解释性

◼ 基于增强数据改进损失函数，迁移先验调控约束

◼ 调控结果收集，建立匹配机制与供给需求弹性



创新性

 Predict Then Optimize

◼ 预测与优化调控串行连接

◼ 预测模型的特征层、结构层与输出层为优化调控提供业务因子的接口

 Predict Joint Optimize

◼ 预测与优化调控一体化，对优化调控进行评价

◼ 业务部门上下游打通（当期分析与回溯分析）

42023/9/10



预测调控流程

52023/9/10

自动预测技术

调控数据增强

可信调控



一、自动预测技术

62023/9/10



创新性-自动预测技术

72023/9/10

自动预测技术



创新性-自动预测技术

 自动预测技术

◼ 自动预测与可解释技术

➢预测计算流程实现自动构建和自动执行

➢保证高精度的同时，对所有的输入特征，能够解析出对预

测结果的影响与模型推荐

◼ 双层Stacking（有监督的异质组件学习器+有监督的

元学习器）

➢集成数据场景下的模型推荐，根据数据量、场景的不同对

异质组件学习进行二次选择或分配权重

➢集成基于结果的模型推荐，根据预测结果，基于元学习器

的可解释性框架进行模型推荐

➢集成鲁棒的变量可解释性，集成异质组件学习器的可解释

性工具与有监督的元学习器的可解释性工具

82023/9/10

目标：解决预测模型操作繁琐、使用门
槛高、被一线工作人员不信任、需要后
续二次调整的问题



创新性-自动预测技术

 自动预测技术

92023/9/10

Liu, Y., Lyu, C., Khadka, A., Zhang, W., and Liu, Z.*, 2019. Spatio-temporal Ensemble Method for Car-Hailing Demand Prediction. IEEE Transactions on 
Intelligent Transport Systems.



可解释性-变量可解释性

102023/9/10

 边际效应与因果效应

◼ 离散变量的边际与因果效应需要输出在当前状态[𝑻𝒊, 𝑾]下控制变量𝑻𝒊增加一个单位的变化对于因变量Y 的影

响程度 ，即：

◼ 由于供应链数据集中大部分变量为连续变量，其边际与因果效应可以表示为
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可解释性-变量可解释性

112023/9/10

 边际效应-回归分析（OLS）

◼ 使用简单的线性模型来拟合供应链数据

◼ 没有考虑控制变量的交叉项与多项式，计算得到的边际效应为固定值，无法满足复杂供应链场景的需求

变量 系数 方差 t P值 CI下界 CI上界

17.6574 0.782   22.587 0.000 16.123 19.192

-5.1463 0.755 -6.815 0.000 -6.629 -3.664

-0.5313 1.235 -0.430 0.667 -2.956 1.893

-1.3648 1.128 -1.210      0.227      -3.579       0.850

-1.5475      0.831     -1.862      0.063      -3.179       0.084

0.5102      0.018     27.992 0.000 0.474 0.546

-0.1441      0.032     -4.511      0.000 -0.207      -0.081

0.1421      0.034      4.136      0.000 0.075       0.210

-0.0164      0.030     -0.552      0.581      -0.075       0.042

1lagFreq

2lagFreq

3lagFreq

4lagFreq

5lagFreq

1lagQTY

2lagQTY

3lagQTY

4lagQTY



可解释性-变量可解释性

122023/9/10

 边际效应-stacking

◼ 双层stacking

变量名 边际效应 变量名 边际效应 变量名 边际效应

𝑭𝒓𝒆𝒒𝒍𝒂𝒈𝟏 11.8559 𝑭𝒓𝒆𝒒𝒍𝒂𝒈𝟒 0.0000 𝑸𝑻𝒀𝒍𝒂𝒈𝟐 0.0000

𝑭𝒓𝒆𝒒𝒍𝒂𝒈𝟐 0.5776 𝑭𝒓𝒆𝒒𝒍𝒂𝒈𝟓 0.3883 𝑸𝑻𝒀𝒍𝒂𝒈𝟑 0.0000

𝑭𝒓𝒆𝒒𝒍𝒂𝒈𝟑 0.3344 𝑸𝑻𝒀𝒍𝒂𝒈𝟏 2.0856 𝑸𝑻𝒀𝒍𝒂𝒈𝟑 0.0000



可解释性-变量可解释性

132023/9/10

 因果效应

◼ 为什么需要因果推断：混杂因素可能导致错误地将相关性误解为因果关系。

如果未正确控制或考虑混杂因素，可能会错误地断定一个变量导致了另一

个变量的变化，而实际上这种关系可能是由混杂因素引起的。

◼ 因果效应估计

◼ 外生性假设

◼ 重叠性假设
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可解释性-变量可解释性

142023/9/10

 因果效应

◼ 局部因果效应

◼ 因果随机森林

变量 系数 方差 t P值 CI下界 CI上界

25.27878 2.421724 10.43834 1.66E-25 20.53229 30.02527

-4.29437 2.95413 -1.45368 1.46E-01 -10.0844 1.495616

1.182548 3.428514 0.344916 7.30E-01 -5.53722 7.902312

-5.2583 2.682254 -1.96041 4.99E-02 -10.5154 -0.00118

1.320056 1.673834 0.788642 4.30E-01 -1.9606 4.600711

0.289844 0.109485 2.647337 8.11E-03 0.075257 0.50443

0.205848 0.108064 1.904877 5.68E-02 -0.00595 0.417649

0.230538 0.122192 1.886695 5.92E-02 -0.00895 0.470029

-0.13235 0.063359 -2.08897 3.67E-02 -0.25654 -0.00817

1lagFreq

2lagFreq

3lagFreq

4lagFreq

5lagFreq

1lagQTY

2lagQTY

3lagQTY

4lagQTY



创新性-自动预测技术

152023/9/10

 自动预测技术-先验模型推荐



创新性-自动预测技术

 组件学习器

◼ XGBoost, Generalized Linear 

Model, Linear Model, Gradient 

Boost Regressor, Random 

Forest, KNN

 元学习器

◼ Xgboost

 RMSE

◼ Stacking拥有最低的RMSE

162023/9/10

Model RMSE

XGBoost 561.7620582664131

GLM 960.2766749379653

LM 561.5574714078268

GBR 589.1003235432349

RF 486.2766519926351

KNN 713.664081885856

Stacking 477.9539265928434

Liu, Y., Liu, Z.*, and Jia, R., 2019. DeepPF: A Deep Learning Based Architecture for Metro Passenger Flow Prediction. Transportation Research Part C, 101, 
18-34.



创新性-自动预测技术

172023/9/10



创新性-自动预测技术

182023/9/10

 自动预测技术-可解释性

◼ 基于重抽样融合组件学习器层的可解释性与元学习器

层的可解释性，得到更加鲁棒的模型可解释性工具

◼ 后续创新方向：基于贝叶斯理论改进可解释性



创新性-自动预测技术

192023/9/10

 自动预测技术-先验模型推荐

◼ 模型自身特点

➢比如灰度模型适用于少数据量与短序列预测、

Informer适用于长序列趋势预测但需要大量

数据、ARIMA适用于短序列季节性预测、

Prophet适用于趋势预测

◼ 业务场景可解释性要求

➢针对不同的业务场景的模型需求进行推荐

➢有些场景需要模型具有可解释性，有些场景

只需要模型输出的预测结果

 自动预测技术-元学习器模型推荐

◼ 基于元学习器的可解释性工具

◼ 以结果为导向的模型推荐



创新性-自动预测技术

202023/9/10

 自动预测技术-可解释性

◼ 从结果出发的模型推荐

◼ XGBoost = 0.959054, Generalized Linear Model = 0, Linear Model = 0.006976, 

Gradient Boost Regressor = 0.043222, Random Forest = 0.343530, KNN = 

0.015311



二、调控数据增强

212023/9/10



创新性-调控数据增强

222023/9/10

调控数据增强



创新性-调控数据增强

 为何需要调控数据增强？

◼ 预测的历史数据收集较容易，但调控是稀疏的并且难以收集，调控之后结果的收集有时间差，

在这段时间差内，调控没有任何先验信息，传统调控方法只能依靠人工

◼ 人工直接按照约束对预测值进行调控，不可信

◼ 借助数据增强，可以使得模型科学的、合理的自动生成调控值

 调控的稀疏性指的是什么？

◼ 调控约束存在非常多的场景：调控节奏[10%、30%、20%、40%]; [20%、10%、20%、

50%]。每一种不同的调控约束都是一种场景，每个场景下收集到的调控样本会很少（Few-

shot）

◼ 非常多的场景没有样本（Zero-shot）

232023/9/10



创新性-调控数据增强

 数据增强逻辑

242023/9/10

环境

调控

结果

环境1 结果1

独立

不独立

环境N 结果N

环境1 增强结果1

环境N 增强结果N

环境1 结果1

环境N 结果N

环境1 增强结果1

环境M 增强结果M

逻辑：
（1）若调控与环境之间独立，
既调控的先验知识不来源于过
去环境，则对所有真实数据结
果进行增强；
（2）若调控与环境之间不独
立，既环境导致了调控，则计
算真实数据环境与调控样本环
境的马氏距离，根据距离阈值
筛选需要增强的样本，并加权
增强（噪声）。



创新性-调控数据增强

 面向调控的数据增强

◼ 基于调控场景的数据增强

➢例子：发货节奏调控，Q1 10%、Q2 30%、Q3 20%、Q4 40%

➢根据马氏距离选择真实数据进行模拟发货节奏，在训练集中构造符合既定发货节奏的数据，称为增

强数据

➢标记增强数据，与真实数据混合进行训练

◼ 损失函数

➢真实数据：

➢增强数据：

➢损失函数：

252023/9/10
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目标：解决调控场景复杂、调控约束难以融入预测
模型的问题；帮助模型度过zero-shot的尴尬期



创新性-调控数据增强

 数据增强逻辑

262023/9/10



创新性-调控数据增强

 面向调控的先验信息注入

◼ 损失函数（以调控节奏为例）

➢真实数据：

➢损失函数：

➢约束信息

272023/9/10
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创新性-调控数据增强

 数据准备

◼ 数据维度为7904*17，需要预测的为下四个月的需求量

◼ 随机插入1000条版本节奏调控信息（10%、30%、20%、40%），调控信息为二元变量

282023/9/10



创新性-调控数据增强

 独立性检验

◼ 查看多元环境变量与二元调控变量的相关性

◼ 逻辑回归的方差齐性检验F-test

➢ F value: -2.79

➢ P value: 1.00

➢接受原假设，所有回归参数都等于0，模型所有参数不显著异于0，模型不存在

292023/9/10

结论：
该调控与环境独立，环境中没有
明确的信号导致生成该调控指令



创新性-调控数据增强

 数据增强

◼ 调控的约束为节奏调整： [10%、30%、20%、40%]

◼ 将上周的FREQ变为100，原先的未来四周的使用stacking方法的预测值为：

[1055.730347,23.80345,37.492107,39.420593]

◼ 经过数据增强之后预测值为：[309.29, 824.23, 549.47, 1098.95]

◼ 真值为：[138, 31.0, 15.0, 38.0]

302023/9/10



三、可信调控

312023/9/10



创新性-可信调控

322023/9/10

可信调控



可信调控

 数据展示

◼ 100条调控，12个月

332023/9/10



创新性-可信调控

 稀疏场景下的可信调控

◼ 稀疏调控场景的收集

➢场景是Zero-shot或Few-shot，导致调控的准确性受质疑

➢打通供应链下游，收集调控结果数据，使得调控模型从Zero-shot到Few-shot

◼ 可信调控

➢当期调控与回溯分析，融入了控制理论

➢前馈控制(当前时间节点的专家意见，指导当前节点的调控值)

➢反馈控制(在一段时间间隔后，模型收集到真实供需数据，反馈给调控模型)

342023/9/10

目标：结合当期调控与回溯分析，解决模型调控的稀疏性与调控的可
信度受一线工作人员质疑的问题



创新性-可信调控

 稀疏场景下的可信调控

◼ 反馈控制（专家）

➢弱监督学习-不准确监督，识别潜在的专家调控的误差，然后尝试进行修正

➢调控存在噪声（误差），标签噪声容忍学习算法，同时学习标签噪声模型和调控预测器，将数据生

成过程的两个组件（专家的噪声与调控）解耦

➢基于概率、基于聚类或信念函数

352023/9/10



创新性-可信调控

 认知不确定性与偶然不确定性

◼ 认知不确定性：用来描述模型中的不确定性（专家调控环境的稀疏性）

◼ 偶然不确定性：用来描述观测中固有的噪声（专家调控自身的误差）

 专家调控包含了两种不确定性与一种可信度

◼ 基于回溯分析得到的真值与专家调控值的残差，这种残差被假设与其他的变量相关，即可以

用其他的变量预测

◼ 稀疏场景下不考虑拟合残差

◼ 专家调控的两种不确定性𝑽𝒂𝒓 𝒚 , σ𝟐 𝒙𝒊 来自拟合、专家调控的可信度𝑪(𝒙𝒊)来自噪声

◼ 可信度与不确定性融合输入至专家调控修正环节

362023/9/10
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创新性-可信调控

 可信度与不确定性

◼ 可信度系数值高于0.8，则说明可信度高

◼ 可信度系数介于0.7~0.8之间，则说明可信度较好

◼ 可信度系数介于0.6~0.7，则说明可信度可接受

◼ 可信度系数小于0.6，说明可信度不佳

◼ 可信度可以量化每一个样本的（每一次专家调控）可

信任程度

◼ 认知不确定性：5827.048120182586

372023/9/10



创新性-可信调控

 稀疏场景下的可信调控

◼ 反馈控制（调控）

➢计算调控场景（调控编码+环境）的Propensity Score

➢如果Propensity Score高于阈值，使用匹配值的加权期望作为调控值

➢如果Propensity Score低于阈值，使用基础需求供给预测调控模型+需求供给弹性模型

➢需求供给弹性模型：基于因果推断，预估需求供给对于环境的敏感度，作为调控值的参考

382023/9/10



创新性-可信调控

 稀疏场景下的可信调控

◼ 反馈控制（调控）

392023/9/10



创新性-可信调控

 稀疏场景下的可信调控

◼ 前馈控制（调控）

➢专家当期调控输入包括：当前的前置调控值、专家调控值、两个组件（专家的噪声与调控）解耦

➢以信度函数理论为例

➢使用信度质量函数（Belief Mass Function）量化当前专家调控值的信念

➢基于Dempster-Shafer（DS）理论，进行调控值的合成

402023/9/10



创新性-可信调控

 标签可信度与专家调控修正

◼ 修正前：0.51556

◼ 修正后：0.52378

412023/9/10

min(实际值，预测值)

 max(实际值，预测值）

Zhou, H., Mueller, J., Kumar, M., Wang, J. L., & Lei, J. (2023). Detecting Errors in Numerical 

Data via any Regression Model. arXiv preprint arXiv:2305.16583.



创新性-可信调控

 调控合成

◼ 可信度最大合成

◼ 专家调控修正前：

0.51556、修正后：

0.52378

◼ 前置调控：0.45263

◼ 合成后：0.53467
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创新性-可信调控

 稀疏场景下的可信调控

◼ 可信调控输出

➢在时间节点T，输入的调控值包括：专家当期调控值、回溯分析得到的调控值

➢对于两个从专家与历史真值学习到的调控值进行加权平均，得到最终调控值

➢通过构造代理模型，使用贝叶斯优化框架基于调控真值确定权重
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Huo, J., Liu, Z.*, Chen, J., Cheng, Q., and Meng, Q., 2023. Bayesian Optimization for Congestion Pricing Problems: A General Framework and Its 
Instability, Transportation Research Part B, 169, 1-28.



创新性-可信调控

 稀疏场景下的可信调控

◼ 考虑模型可信度的贝叶斯优化框架

◼ 专家模型在不同的环境下的可信度 是不一样的，基于贝叶斯优化融合当期与回溯分析

的调控输出值，做到可信与精准调控
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